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Abstract—Penelitian domain sistem rekomendasi
sedang popular saat ini. RS adalah teknologi yang
memungkinkan  penggunanya untuk  mendapatkan
rekomendasi pribadi untuk item tertentu. Salah satu
pendekatan yang sering digunakan dalam RS adalah
metode Collaborative Filtering (CF). CF adalah algoritme
yang mendasarkan prediksi dan rekomendasi dari penilaian
atau perilaku pengguna lain dalam sistem. Salah satu
tantangan yang dihadapi dalam CF adalah masalah Cold-
start. Cold-start adalah keadaan dimana RS tidak dapat
mengambil kesimpulan secara optimal disebabkan oleh
informasi dalam dataset yang tidak lengkap. Sudah banyak
penelitian yang dilakukan untuk menangani masalah Cold-
start. Namun kebanyakan penelitian fokus pada pendekatan
CF dan tidak fokus pada awal proses rekomendasi yaitu
pada saat proses pengelompokan pengguna. Setiap metode
pengelompokan memiliki kelemahan dan kelebihan masing-
masing. Pada penelitian ini mengusulkan untuk meneliti
dan membandingkan metode pengelompokan, khususnya
algoritme decision tree dan K-means clustering dalam
menangani masalah cold-start pengguna baru dengan
pendekatan CF berorientasi ranking khususnya Copeland-
score. Dari hasil evaluasi menggunakan NDCG metric
disimpulkan bahwa hasil dari pendekatan K-means
clustering memiliki nilai akurasi yang lebih besar
dibandingkan dengan pendekatan decision tree. Namun
perbedaan akurasinya tidak signifikan.
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I. INTRODUCTION

Pesatnya perkembangan teknologi informasi saat ini
memungkinkan pengguna berbagi informasi, wawasan,
pendapat, dan rekomendasi kepada pengguna lain. Hal ini
menyebabkan pertumbuhan informasi menjadi sangat
besar dan cepat. Pertumbuhan informasi yang cepat bisa
menjadi masalah bagi pengguna teknologi informasi
untuk memilih informasi yang relevan berdasarkan
kebutuhannya. Namun, perkembangan teknologi juga
memungkinkan untuk menambang sejarah dan preferensi
pengguna lain untuk dijadikan sebagai sebuah pola. Pola
tersebut membuat pengguna yang memiliki preferensi
yang sama bisa mendapatkan rekomendasi sesuai dengan
kemiripannya. Sistem rekomendasi (RS) menjawab
tantangan ini dengan memberikan rekomendasi informasi
yang sesuai dengan keminatan pengguna tersebut.

Ada dua teknik populer yang digunakan di RS yaitu
model berbasis konten (content base) dan Collaborative
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Filtering (CF) [1]. Dari dua teknik tersebut, sistem
rekomendasi berbasis CF merupakan teknologi yang
paling umum digunakan dan dipelajari [1]. CF adalah
algoritme rekomendasi yang didasarkan pada prediksi
dan rekomendasi penilaian atau perilaku pengguna lain
dalam sistem. Salah satu masalah yang dihadapi oleh RS
berbasis CF adalah cold-start [2]. Masalah cold-start di
RS terjadi saat ada pengguna baru dan/atau item baru
masuk ke dalam sistem. Dalam penelitian ini, cold-start
yang dihadapi adalah saat pengguna baru diperkenalkan
di RS. Pengguna baru ini belum pernah memberikan
penilaian terhadap item yang mengakibatkan RS
kesulitan dalam memberikan rekomendasi berdasarkan
keminatan pengguna baru tersebut.

Untuk mengatasi masalah cold-start beberapa
penelitian melakukan tahapan pengelompokan pengguna
sebagai tahap awal implementasi CF. Pada implementasi
CF khususnya CF berorientasi ranking sebenarnya tidak
memerlukan tahapan pengelompokan pengguna. Namun
faktanya, tahap pengelompokan dianggap dapat
meningkatkan akurasi hasil rekomendasi dan mengatasi
cold-start pada implementasi pendekatan CF [1, 2, 3].
Ada beberapa penelitian yang membuktikan hal tersebut.
Seperti yang dilakukan oleh L.Blerina [1], dalam
penelitiannya untuk menangani cold-start pengguna baru
dengan pendekatan CF berorientasi rating. Penelitian
tersebut diawali dengan proses klasifikasi pengguna dan
pendekatan similaritas untuk menangani cold-start dan
meningkatkan hasil rekomendasi. Namun, RS yang
diawali dengan menggunakan metode klasifikasi
dianggap memakan banyak waktu dan tidak optimal jika
diimplementasikan pada dataset yang besar dan tidak
merata [10]. Sehingga dibutuhkan metode
pengelompokan lain yang tidak dipengaruhi keadaan
tersebut, salah satunya adalah metode clustering. Hal ini
seperti yang dilakukan oleh L.H. Ungar dan D.P. Foster
yang menerapkan metode clustering sebelum melakukan
implementasi pendekatan CF [3]. Metode clustering
dianggap handal dan cepat dalam mengolah dataset yang
besar dan tidak merata. Namun, kelemahan metode
clustering adalah ketika penetapan pusat kluster/centroid
dilakukan dengan salah maka hasil pengelompokan tidak
akan optimal [5].
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Dua penelitian tersebut menyatakan bahwa metode
pengelompokan klasifikasi dan clustering pada CF dapat
menangani cold-start dan meningkatkan akurasi hasil
rekomendasi. Masalah yang terjadi adalah bagaimana
menentukan metode pengelompokan yang dapat
menangani cold-start pengguna baru dengan lebih baik,
diantara dua metode di atas. Maka diusulkan sebuah
penelitian untuk membandingkan hasil akurasi antara dua
metode pengelompokan yang berbeda yaitu klasifikasi
dan clustering. Algoritme pengelompokan klasifikasi
diwakili oleh algoritme decision tree. Algoritme decision
tree merupakan algoritme populer yang mudah untuk
digunakan dan dipahami oleh manusia. Kemudian untuk
metode clustering, algoritme K-means clustering
merupakan algoritme yang banyak digunakan dalam
penelitian karena mudah dalam proses implementasi,
kinerja yang cepat dan handal.

Penelitian ini dibagi menjadi beberapa bagian. Bagian
2 berisi pembahasan singkat metode dan pendekatan yang
relevan dengan RS berbasis CF dan metode
pengelompokan. Bagian 3 membahas usulan metode dan
pendekatan yang digunakan dalam penelitian ini. Bagian
4 membahas alur kerja dan implementasi metode yang
digunakan dalam penelitian ini. Bagian 5 berisi
pembahasan hasil evaluasi metode. Bagian 6 adalah
bagian kesimpulan.

II.  LATAR BELAKANG

A. Collaborative filtering dan Cold-start

Collaborative Filltering (CF) merupakan metode
populer yang digunakan RS. Ada beberapa jenis teknik
dalam CF namun teknik yang sedang popular saat ini
adalah CF Dberorientasi ranking [6]. Keuntungan
menggunakan CF berorientasi ranking adalah dapat
diimplementasikan langsung tanpa harus memprediksi
rating yang kosong untuk setiap item dalam dataset,
namun secara langsung memprediksi peringkat item yang
ada dalam dataset [6]. Salah satu algoritme CF
berorientasi ranking adalah algoritme Copeland-score.
Copeland-score merupakan metode voting yang berbasis
Condercet yang menghasilkan rekomendasi dengan
tingkat akurasi yang cukup tinggi, Namun membutuhkan
waktu komputasi yang cukup lama jika dihadapkan
dengan dataset yang cukup besar. Masalah umum yang
dihadapi CF adalah Cold-start.

Cold-start biasa terjadi dalam implementasi sistem
rekomendasi dengan pengguna dan data yang besar.
Cold-start adalah keadaan di mana adanya informasi
yang kurang atau hilang dari pengguna baru dan/atau item
baru saat masuk ke dalam sistem [7]. Sehingga, informasi
yang diperoleh untuk mengarahkan pengguna baru
atau/dan item baru berdasarkan preferensi sulit dilakukan.
Tiga jenis masalah cold-start adalah (a) pada pengguna
baru, (b) pada item baru, dan (c) pada item baru untuk
pengguna [7]. Pada penelitian ini, fokus pada masalah
cold-start pengguna baru. Dalam hal ini, sistem tidak
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memiliki informasi tentang preferensi pengguna baru
untuk membuat rekomendasi.

B.  Metode Pengelompokan

Metode klasifikasi bertujuan untuk menemukan model
sesuai dengan kelas—kelas yang ada dalam dataset, kelas
tersebut digunakan sebagai pembatas dan pembeda antara
satu dan yang lainnya [1]. Salah satu algoritme klasifikasi
adalah decision tree. Decision tree atau pohon keputusan
merupakan model prediksi yang menggunakan struktur
pohon atau struktur berhirarki [10]. Decision tree adalah
salah satu metode klasifikasi yang populer karena dalam
implementasinya mudah untuk pahami oleh manusia.
Kelemahannya adalah ketika dihadapkan pada dataset
yang besar, decision tree menghasilkan keputusan yang
tidak optimal. Konsep kerja dari decision tree adalah
mengubah data yang ada dalam dateset menjadi pohon
keputusan dengan aturan-aturan keputusan [10]. Pada
umumnya decision tree digunakan untuk memprediksi
item yang disukai oleh pengguna secara langsung tanpa
disertai dengan algoritme lainnya. Dalam penelitian ini
decision tree dikombinasikan dengan pendekatan
similaritas sebagai tahap awal pada pendekatan CF dan
hanya digunakan sebagai metode pengelompokan yang
membagi pengguna dalam dataset berdasarkan data
demografi usia. Konsep kerja decision tree adalah
membagi pengguna dalam kelompok yang memiliki
jenjang usia yang sama, schingga asumsinya pengguna
yang berada dalam pengelompokan yang sama memiliki
keminatan yang sama pula sesuai dengan jenjang usia
pengguna tersebut.

Metode K-Means clustering digunakan dalam data
mining untuk mengelompokan data-data dalam kelompok
berdasarkan suatu kemiripan variabel atau atribut data
[3]. Teknik clustering digunakan untuk mengidentifikasi
dan membagi pengguna dalam sebuah dataset menjadi
kelompok-kelompok berdasarkan tingkat jarak tertentu.
Konsepnya sederhana yaitu mengelompokan dataset
dalam kelompok yang telah ditentukan oleh pengguna
sebelumnya. Clustering merupakan teknik yang popular
digunakan pada bidang datamining, kecerdasan buatan,
pengolahan dan analisa gambar.

Konsep kerja K-means clustering adalah dengan
menentukan/mendefinisikan nilai titik pusat/centroid
untuk setiap cluster/kelompok [10]. Jadi semakin baik
jika setiap data dalam satu kelompok dekat dengan
centroid-nya masing-masing dan semakin baik juga bila
setiap data memiliki jarak yang jauh antar data yang
berbeda kelompok [12]. Hal ini memudahkan untuk
mengenali kelompok yang dikuti oleh data tersebut. Cara
kerja K-means clustering adalah dengan secara acak
memilih controid dari kelompok. Menghitung setiap jarak
antara data poin dengan center dari kelompok. Masukan
data poin ke dalam kelompok yang memiliki jarak
minimum antara posisi data poin dengan centroid. Hitung
ulang jarak anatara data poin dan centroid yang lain
sampai tidak ada lagi data poin yang perlu masukan ulang
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ke dalam kelompok. Keuntungan dalam menggunakan K-
means clustering adalah cepat, handal dan mudah
dipahami. Selain itu, penggunaannya relatif efisien dan
menghasilkan keluaran yang maksimal jika data terpisah
dengan jelas sesuai dengan setiap kelompok [12]. Sama
halnya dengan decision tree, pada penelitian ini K-Means
clustering hanya digunakan dalam tahap pengelompokan
pengguna.

C. Copeland-score

Copeland-score adalah metode voting yang berbasis
Condorcet. Metode Condorcet merupakan metode yang
mengadu  item  berdasarkan  peringkatnya  dan
membandingkan frekwensi kalah/menang item tesebut
untuk  mendapatkan  pemenang.  Copeland-score
merupakan salah satu metode voting yang tekniknya
berdasarkan pengurangan frekwensi kemenangan dengan
frekwensi kekalahan dari perbandingan berpasangan [13].
Copeland-score dapat dirumuskan sebagai berikut:

R(i,j) = majority{o, () vs 01:(j), ..., o, (Dvs o, ()} )

Y'(0) = ZR(L', ) —ZR(;', ) )
i Jj

Dimana Y’ adalah hasil permutasi dari Y yang
merupakan selisih dari jumlah total kemenangan dan
jumlah total kekalahan. Secara konsep Metode copeland-
score membandingkan satu kandidat dengan kandidat
yang lain. Sehingga, mendapatkan pemenang voting dari
kandidat yang memiliki frekwensi kemenangan
terbanyak. Metode Copeland-score awalnya digunakan
untuk mendapatkan pemenang tunggal. Namun pada
perkembangannya metode tersebut dikembangkan untuk
dapat mendapatkan multi pemenang [5]. Pemenang
lainnya diperoleh dari hasil mengurutkan nilai selisih
kemenangan dan kekalahan.

III. USULAN METODE

Dari masalah dan latar belakang di atas, diusulkan
penelitian untuk membandingkan akurasi hasil dari
metode pengelompokan klasifikasi (decision tree) dan
clustering (K-means clustering) dalam menangani
masalah cold-start pengguna baru dengan menggunakan
pendekan CF berorientasi ranking khususnya Copeland-
score. Proses pengelompokan dilakukan sebelum
penerapan pendekatan CF berorientasi ranking. Proses
pengelompokan dikombinasikan dengan pendekatan
similaritas pengguna berdasarkan penilaian atau rating
yang diberikan terhadap item dalam dataset.

Penilaian/rating yang diberikan oleh pengguna dalam
dataset harus diproses dan diolah terlebih dahulu sebelum
sebelum diimplementasikan pada CF. Proses pengolahan
dataset yang dilakukan adalah mengurutkan peringkat
item berdasarkan rating yang didapat dan berdasarkan
kesamaan keminatan pengguna dalam dataset tersebut
(similaritas), proses ini disebut Membangun Preference
Profil Pengguna.
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Metode evaluasi yang digunakan dalam penelitian ini
adalah Normalize Discount Cumulative Gain (NDCG)
matric. Dataset yang digunakan adalah dataset Movielens
100k dari Grouplens.

Implementasi penelitian ini dilakukan dalam beberapa
tahapan yaitu Koleksi dataset, Pra-pengolahan Dataset,
Pengelompokan Pengguna, Membangun Pereference
Profil Pengguna, Implementasi CF berorientasi ranking
dan Analisis evaluasi. Alur tahapan penelitian ditunjukan
pada Gambar 1.

Koleksi Dataset
(Movielens 100k)

Pra-Pengolahan
Dataset

!

Pengelompokan

Membangun Preference

M— (Decision-tree dan K-means
Profil Pengguna clustering)
Implementasi CF berorientasi
Ranking —— Analisis Evaluasi

(Copeland-score)

Gambar 1. Alur Tahapan Penelitian

IV. EKSPERIMEN

A. Koleksi Dataset

Tahap pertama pada penelitian ini adalah akuisi data
dengan menggunakan dataset Movielens. Dataset yang
digunakan adalah dataset Movielens 100K. Dataset ini
terdiri dari 100.000 penilaian dari 943 pengguna untuk
1682 film [16]. Dataset ini berisi data demografi
pengguna sebagai komponen datanya. Data demografi
pengguna inilah yang menjadi dasar pada tahapan
pengelompokan dalam penelitian ini. Dataset ini berisi
beberapa file yang berbeda. Namun hanya 2 file utama
yang digunakan pada penelitian ini yaitu wu.data dan
u.user. File u.data yang berisi data 100.000 rating yang
diberikan oleh 934 pengguna responden pada 1682 judul
film. Setiap pengguna memberikan rating kepada
minimal 20 judul film. File u.user berisi informasi data
demografi pengguna seperti informasi age, gender,
occupation dan postcode.

B. Pra-pengolahan

Tahapan kedua adalah pra-pengolahan dataset yang
bertujuan untuk mengkombinasikan dataset u.data, u.user
dalam satu matriks data dan membangun training-set dan
test-set. File pada dataset u.data memiliki 4 kolom utama
yaitu id pengguna, id film, rating dan time-stamp. Pada
penelitian ini kolom time-stamp diabaikan karena tidak
mempengaruhi hasil rekomendasi. Pada file u.user kolom
gender, occupation dan postcode diabaikan. Kemudian
membagi matriks data tersebut menjadi 2 matriks yaitu
20% untuk fest-set dan 80% untuk training-set. Data
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training-set adalah matriks data yang digunakan pada
tahapan pengolahan dataset untuk mendapatkan item
yang direkomendasikan. Sedangkan Data fest-set adalah
matriks data yang digunakan pada tahapan evaluasi.

C. Pengelompokan pengguna

Tahapan ketiga adalah menerapkan metode
pengelompokan menggunakan algoritme decision tree
dan K-means clustering. Tahap pengelompokan
diterapkan pada matriks data training-set hasil tahap Pra-
pengolahan. Pada tahapan ini disiapkan training-set yang
tidak mengalami proses pengelompokan. Tujuannya
adalah menyiapkan data pembanding dengan data hasil
pengelompokan pada saat tahap evaluasi.

Algoritme decision tree bekerja dengan membagi data
berdasarkan jenjang usia pengguna. Jenjang usia
pengguna dibagi mejadi 3 kelompok yaitu pengguna
dengan usia dibawah 20 tahun, pengguna dengan usia
antara 21 tahun hingga 40 tahun dan pengguna dengan
usia lebih dari 40 tahun. Seperti yang ditunjukan pada
Gambar 2.

Usa

=)

Gambar 2. Pengelompokan Decision tree

Pada metode clustering metode pengelompokan yang
digunakan adalah K-means clustering dengan penentuan
jumlah kluster dan centroid secara otomatis berdasarkan
data demografi pengguna. Data demografi pengguna yang
diterapkan untuk metode pengelompokan ini adalah data
usia pengguna. Tahapan ini bertujuan untuk memisahkan
pengguna menjadi 3 kelompok. Berdasarkan konsep kerja
algoritme K-means clustering maka ditentukan nilai
centroid dari dataset sebagai titik pusat kelompok. Usia
pengguna kemudian dihitung dan dibandingkan mana
yang memiliki nilai terdekat yang dijadikan nilai
pusatnya.

Tahapan Pengelompokan pengguna menghasilkan

matriks-data dari metode Decision tree, K-means
clustering, dan yang tidak mengalami proses
pengelompokan. Matriks data tersebut kemudian

digunakan pada tahapan selanjutnya hingga tahapan
Evaluasi.

D. Membangun Preference Profil pengguna

Tahapan keempat adalah membangun profil pengguna
berdasarkan kesamaan keminatan (similarity) pengguna
dalam kelompok. Cara kerjanya adalah dengan
menentukan urutan peringkat film berdasarkan keminatan
masing-masing individu pegguna. Kemudian
dibandingkan dengan kesamaan keminatan dengan
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pengguna lain dalam kelompok yang sama. Keminatan
individu pengguna dapat dilihat dari rating yang
diberikan pada film dalam dataset.

Proses pengurutan dilakukan pada training set dengan
beberapa langkah. Langkah pertama memberikan
peringkat film didasarkan atas rating yang diberikan oleh
pengguna, kemudian jika ada film yang memiliki nilai
rating sehingga menyebabkan peringkat item menjadi
sama, maka dilanjutkan langkah kedua. Langkah kedua
melakukan pengurutan peringkat film berdasarkan atas
mayoritas rating 5 yang diberikan oleh pengguna lain
dalam dataset. Jika masih terjadi keadaan dimana film
memiliki peringkat yang sama, maka dilanjutkan dengan
langkah ketiga yaitu mengurutkan peringkat film
berdasarkan id film dalam dataset. Tahapan ini penting
untuk mengolah  training-set yang menghasilkan
informasi urutan peringkat item yang diperlukan untuk
tahapan berikutnya.

E.  Implementasi CF-berorientasi ranking

Pada implementasi CF berorientasi ranking ini
algoritme yang digunakan adalah algoritme Copeland-
score. Konsep kerja algoritme ini adalah dengan
melakukan proses perbandingan berpasangan untuk setiap
film berdasarkan urutan ranking yang telah dibangun
sebelumnya. Film yang berada di posisi lebih tinggi
dianggap sebagai pemenang. Perbandingan berpasangan
ini dikerjakan secara satu per satu dan dikenakan kepada
keseluruhan item film dalam dataset. Jumlah populasi
pengguna yang memberikan rating juga diperhatikan
untuk mendapatkan pemenang/winner dari setiap film
yang dibandingkan. Untuk menentukan apakah film itu
menjadi pilihan terbaik atau tidak, maka dilakukan
operasi pengurangan antara frekwensi kemenangan
dengan frekwensi kekalahan. Hasil selisih antara
frekwensi kemenangan dengan frekwensi kekalahan
merupakan skor dari Copeland-score. Film dengan skor
terbesar menjadi pemenang dalam proses Copeland-score.
Hasil ini pula yang menjadi penentu urutan ranking untuk
film yang direkomendasikan.

V. EVALUASI DAN PEMBAHASAN

Tahapan Evaluasi merupakan tahapan untuk menguji
akurasi hasil rekomendasi dari algoritme CF berorientasi
ranking  (Copeland-score) yang diawali metode
pengelompokan decision tree dan K-means clustering
dalam menangani masalah cold-start pengguna baru.
Data yang digunakan pada tahap evaluasi adalah data
test-set yang dibangun pada tahapan Pra-pengolahan.
Data test-set diasumsikan sebagai pengguna baru yang
masuk dalam RS. Adapun metode yang digunakan pada
tahap evaluasi adalah adalah Normalize Discount
Cumulative Gain (NDCG) metric. NDCG metric
merupakan cara yang umum digunakan dalam evaluasi
hasil dari algoritme CF berorientasi ranking. Kelebihan
NDCG adalah dapat memutuskan mana hasil yang lebih
baik dengan konsisten [15].
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Untuk mendapatkan nilai NDCG perlu
membandingkan antara Discount Cumulative Gain
(DCG) dan Ideal Discount Cumulative Gain (IDCG).
DCG merupakan nilai yang didapat dari menghitung hasil
rekomendasi CF berorientasi ranking. Sedangkan IDCG
merupakan nilai yang didapat dari hasil rekomendasi CF
berorientasi ranking yang telah diurutkan berdasarkan
rating sehingga menjadi ideal/maksimal, nilai ini juga
disebut Ground Truth. Untuk mendapatkan nilai dari
DCG dan IDCG adalah sebagai berikut:

n
rely,

IDCGn or DCGn = E m (3)

k=1
Dimana rel, adalah nilai relevansi (rating) yang
diberikan oleh pengguna pada peringkat tersebut.
Sedangkan k adalah posisi peringkat item yang dihasilkan
oleh RS. Dan nilai NDCG didapatkan dari:

~IDCG, 3)

Nilai NDCG berada dalam rentang O sampai 1.
Semakin mendekati 1 maka nilai akurasi hasil
rekomendasi semakin besar dan ideal. Dalam tahap
evaluasi ini NDCG digunakan untuk evaluasi hasil
rekomendasi pada setiap individu pengguna dalam
kelompok yang sama. Nilai NDCG didapatkan dari
menghitung 10 hingga 100 item dengan peringkat
tertinggi. Karena film dengan peringkat yang tertinggi
merupakan item yang dijadikan hasil
rekomendasi/direkomendasikan oleh RS.

Tahapan evaluasi dilakukan pada tiga percobaan
implementasi dengan skenario berbeda yaitu percobaan
tanpa pengelompokan, percobaan dengan menggunakan
Decision tree dan percobaan dengan menggunakan K-
means clustering. Hasilnya menunjukan bahwa pada
percobaan tanpa menggunakan tahap pengelompokan,
hasilnya ditunjukan pada Grafik 1.

0.58
s 0.56 -
% 0.52

0.5 ——T— T T T—T—1—
10 20 30 40 50 60 70 80 90 100

Jml Pengguna

e=g== | kelompok

Grafik 1. Hasil NDCG metode Decision tree

Dari Grafik 1. dapat dilihat bahwa nilai NDCG pada
percobaan tanpa tahapan pengelompokan berkisar 0,51
hingga 0,56. Hasil dari percobaan ini digunakan sebagai
bahan pembanding dengan hasil rekomendasi dari
percobaan yang menerapkan tahap pengelompokan.
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Grafik 2. Hasil NDCG metode Decision tree

Dari Grafik 2. dapat dilihat bahwa nilai NDCG untuk
metode decision tree. Perbedaan sangat mencolok pada
kelompok 1 dengan jenjang usia di bawah 20 tahun yang
memiliki nilai NDCG paling besar dan berbeda dengan
kelompok lainnya. Untuk kelompok 2 dengan jenjang
usia antara 20 tahun hingga 40 tahun dan kelompok 3
dengan jenjang usia diatas 40 tahun memiliki nilai NDCG
yang hampir sama. Dari ketiga kelompok jenjang usia
pengguna memiliki nilai NDCG 0,67 hingga 0,77.

Pada implementasi metode K-Means clustering
menghasilkan nilai centroid 22,10791 untuk kelompok 1,
untuk kelompok 2 nilai centroid berada pada 33,46442
dan 50,26087 untuk kelompok ke 3. Hasil NDCG dengan
metode K-Means clustering ditunjukan pada Grafik 3.
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Grafik 3. Hasil NDCG metode K-means clustering

Pada Grafik 3 dapat dilihat bahwa hasil NDCG untuk
metode K-means clustering adalah sebagai berikut: untuk
kelompok 1, kelompok 2 dan kelompok 3 memiliki nilai
NDCG 0,66 hingga 0,74. Untuk kelompok 1 memiliki
nilai lebih besar dibandingkan yang lainnya.

Untuk melihat evaluasi dari hasil rekomendasi secara
umum, maka nilai NDCG dari setiap scenario percobaan
akan  dibandingkan. @ Caranya  adalah  dengan
membandingkan nilai rata-rata dari nilai hasil NDCG
untuk setiap percobaan. Hasil perbandingan rata-rata dari
hasil NDCG untuk metode Decision tree dan K-means
clustering ditunjukan pada Grafik 4.
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Grafik 4. Perbandingan Hasil Rerata NDCG

Pada Grafik 4. memperlihatkan perbedaan rata-rata
NDCG untuk hasil prediksi pada percobaan tanpa tahap
pengelompokan, menggunakan metode decision tree dan
K-Means clustering secara keseluruhan.

VI. KESIMPULAN

Pada penelitian ini, diusulkan untuk membandingkan
dua algoritme pengelompokan sebagai tahap awal CF
berorientasi ranking dalam mengatasi masalah cold-start
pengguna baru, yaitu decision tree dan K-means
clustering. ~ Caranya adalah dengan melakukan
pengelompokan data pengguna dari dataset Movielens
100K berdasarkan data demografi usia pengguna.
Kemudian mengurutkan peringkat item berdasarkan
keminatan dan penilaian pengguna terhadap film dalam
dataset (rating). Dari dataset tersebut kemudian
diimplementasikan pada pendekatan CF berorientasi
ranking (algoritme Copeland-score). Pada penelitian ini
dilakukan eksperimen tanpa tahapan pengelompokan
yang digunakan sebagai bahan acuan dan perbandingan.
Hasil rekomendasi dievaluasi menggunakan metode
NDCG metric.

Hasilnya, nilai NDCG dari eksperimen menggunakan
tahap pengelompokan lebih besar dibandingkan dengan
eksperimen tanpa tahap pengelompokan. Nilai NDCG
hasil metode K-means clustering memiliki akurasi yang
konsisten untuk setiap kelompok, dibandingkan dengan
metode decision tree. Sesuai dengan uji Wilcoxon Rank
Sum Test hasil rata-rata nilai NDCG percobaan 3
kelompok menunjukan perbedaan akurasi yang tidak
signifikan untuk dua algoritme tersebut.

Dari pembahasan di atas, maka dapat diambil
kesimpulan bahwa dalam penelitian menggunakan
Dataset Movielens 100k, tahapan pengelompokan yang
dilakukan meningkatkan akurasi hasil rekomendasi.
Algoritme K-means clustering menghasilkan
rekomendasi yang lebih baik dan konsisten untuk setiap
kelompok yang dibangun dibandingkan dengan algoritme
decision tree dalam menangani masalah cold-start
pengguna baru.

Departemen Teknik Elektro dan Teknologi Informasi, FT UGM

Yogyakarta, 27 Juli 2017

ISSN: 2085-6350

Untuk selanjutnya perlu adanya penelitian yang
membandingkan metode pengelompokan lain selain
decision tree dan K-means clustering. Selain itu dapat
dikembangkan pendekatan pengelompokan yang lebih
efektif untuk menangani masalah cold-start pengguna
baru sebelum diterapkan pada pendekatan CF berorientasi
ranking. Sehingga akurasi hasil rekomendasi semakin
optimal.
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